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基于多通道自注意力机制的刑事案件量刑技术
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摘　 要： 近年来，司法领域存在着“案多人少”的问题，为解决此问题该文以司法量刑为目的，参照中国“依法量刑”的原则，设
计并实现了一种基于多通道自注意力机制的刑事案件辅助量刑模型。 该模型对案件事实描述、被告人基本信息以及法律法

规 ３ 方面进行潜在表征学习，同时将上述信息结合，从而达到准确量刑的目的。 该文在裁判文书数据集上进行实验，通过与其

它基线模型的实验对比可见该模型具有更好的刑期预测性能。
关键词： 注意力机制； 辅助量刑； 刑期预测

Ｓｅｎｔｅｎｃｉｎｇ ｔｅｃｈｎｏｌｏｇｙ ｏｆ ｃｒｉｍｉｎａｌ ｃａｓｅｓ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ－ｃｈａｎｎｅｌ
ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

ＣＡＩ Ｙｉｌｅｉ， ＬＩ Ｓｈａｎｇ， ＹＥ Ｌｉｎ， ＺＨＡＮＧ Ｈｏｎｇｌｉ

（Ｓｃｈｏｏｌ ｏｆ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ， Ｈａｒｂｉｎ １５０００１， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｔｈｅ ｐｒｏｂｌｅｍ ｏｆ ＂ ｍｏｒｅ ｃａｓｅｓ ｂｕｔ ｆｅｗｅｒ ｐｅｏｐｌｅ＂ ｅｘｉｓｔｓ ｉｎ ｔｈｅ ｊｕｄｉｃｉａｌ ｆｉｅｌｄ． Ｔｏ ｓｏｌｖｅ ｔｈｉｓ ｐｒｏｂｌｅｍ， ｔｈｉｓ ｐａｐｅｒ ｄｅｓｉｇｎｓ
ａｎｄ ｉｍｐｌｅｍｅｎｔｓ ａ ｃｒｉｍｉｎａｌ ｓｅｎｔｅｎｃｉｎｇ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ－ｃｈａｎｎｅｌ ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｆｏｒ ｔｈｅ ｐｕｒｐｏｓｅ ｏｆ ｊｕｄｉｃｉａｌ ｓｅｎｔｅｎｃｉｎｇ
ａｎｄ ｔｈｅ ｐｒｉｎｃｉｐｌｅ ｏｆ ＂ ｓｅｎｔｅｎｃｉｎｇ ａｃｃｏｒｄｉｎｇ ｔｏ ｌａｗ＂ ｉｎ Ｃｈｉｎａ． Ｔｈｅ ｍｏｄｅｌ ｃａｒｒｉｅｓ ｏｕｔ ｐｏｔｅｎｔｉａｌ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｌｅａｒｎｉｎｇ ｏｎ ｔｈｅ ｔｈｒｅｅ
ａｓｐｅｃｔｓ ｏｆ ｃａｓｅ ｆａｃｔ ｄｅｓｃｒｉｐｔｉｏｎ， ｄｅｆｅｎｄａｎｔ’ｓ ｂａｓｉｃ ｉｎｆｏｒｍａｔｉｏｎ ａｎｄ ｌａｗｓ， ａｎｄ ａｔ ｔｈｅ ｓａｍｅ ｔｉｍｅ ｃｏｍｂｉｎｅｓ ｔｈｅ ａｂｏｖｅ ｉｎｆｏｒｍａｔｉｏｎ ｔｏ
ａｃｈｉｅｖｅ ｔｈｅ ｐｕｒｐｏｓｅ ｏｆ ａｃｃｕｒａｔｅ ｓｅｎｔｅｎｃｉｎｇ． Ｔｈｉｓ ｐａｐｅｒ ｃｏｎｄｕｃｔｓ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ｔｈｅ ｊｕｄｇｍｅｎｔ ｄｏｃｕｍｅｎｔ ｄａｔａ ｓｅｔ， ａｎｄ ｔｈｅ ｃｏｍｐａｒｉｓｏｎ
ｗｉｔｈ ｔｈｅ ｂａｓｅｌｉｎｅ ｍｏｄｅｌ ｓｈｏｗｓ ｔｈａｔ ｔｈｅ ｍｏｄｅｌ ｈａｓ ｂｅｔｔｅｒ ｓｅｎｔｅｎｃｅ ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ．
【Ｋｅｙ ｗｏｒｄｓ】 ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ； ａｕｘｉｌｉａｒｙ ｓｅｎｔｅｎｃｉｎｇ； ｓｅｎｔｅｎｃｅ ｐｒｅｄｉｃｔｉｏｎ

�哈尔滨工业大学主办 学术研究与应用

基金项目： 国家重点研发计划课题（２０１８ＹＦＣ０８３０６０２）。

作者简介： 蔡怡蕾（１９９６－），女，硕士，算法研究员，主要研究方向：自然语言处理。

收稿日期： ２０２０－０９－１３

０　 引　 言

目前司法刑事案件在其审查判决过程中，主要

依靠法官等一系列的司法工作者对案件进行审查，
并依据国家律法和案件真实情况对其进行理解和决

策分析，从而对案件进行可信、公正地判决。 依据中

国对刑事案件判案依据的有关规定，在不与《中华

人民共和国宪法》等国家级法规相抵触的前提下，
可参考地方相应的法律法规进行审判，且法官在案

件量刑中拥有一定程度的自由裁量权。 因此，会造

成针对同一案件，不同的地区、不同的法官对案件判

决的侧重点不同的情况，从而导致对案件的量刑有

失偏颇。 而且近年来刑事案件一审判决数量显著增

加，而司法工作者人数反而有缩减趋势。 目前司法

判决中的主要矛盾即是日益增长的数据与不平衡、
不充分的司法人力和司法公正之间的矛盾，如何更

好的满足人民群众对司法的需求，减轻司法工作人

员的繁重负担是当今司法领域亟需解决的问题。 近

年来，随着科技的发展，人工智能技术日趋完善，利

用人工智能技术处理海量数据，将计算机技术引入

司法领域已经成为不可阻挡的趋势，是当下“案多

人少”、效率低等问题的有效解决办法。
当前司法领域中，“ＡＩ＋”正处于发展阶段，现有

方法还不够成熟，无法满足人民群众对智慧司法的

需求。 现如今已有的案件判决中存在着很多高质量

的判决案例，且随着社会的发展数据量不断增多，这
足以为“人工智能＋司法”提供良好的数据基础。 本

文借助历史案件数据，采用合适的模型对案件量刑

进行学习，使其逐渐承担法官的案件决策工作，为法

官提供决策建议，逐步解放法官，减轻司法工作者工

作负担，使其更加高效、公正的进行司法决策，从而

促进司法工作的透明性和可信度的提高。 同时，智
慧司法可打破非司法工作者与专业人士之间的壁

垒，使法律判决的结果更加可信。
本文以司法决策为目的，着重研究司法决策中

的辅助量刑问题，结合人工智能和领域知识对案件

进行剖析，充分发挥计算机科学与其他学科相结合

的优势，努力打造透明、公正的司法量刑，为人民群



众提供公开合法的司法判决，对于维护司法公正，构
建法治社会具有重要意义。

１　 相关工作

早在上世纪五十年代，研究学者就意识到了智

慧司法的重要性，提出将法律领域信息化，结合计算

机领域知识推出自动检索和案件判决模型。 现如

今，智慧司法主要方向包括案件分类、辅助量刑、证
据推理、法律推理、类案推送、文书编写、法律问答以

及信息检索与查询等［１］。
在刑期预测方面，林等人在强盗罪和恐吓取财

罪 ２ 个罪名的案件中提取出 ２１ 个要素标签，并增加

自动提取特征标签，通过对标签一系列的分析后，对
这 ２ 种罪名进行罪名分类和刑期预测［２］；Ｌｉ 等人使

用多通道层次注意力神经网络学习案件事实、被告

人基本信息以及法律法规之间的内在联系和深层语

义，从而构造罪名预测、法律推荐以及刑期预测的统

一框架，在评估指标上都达到了新的高度［３］；Ｚｈｏｎｇ
等人认为法律判决预测中罪名预测、法条推荐、刑期

预测、罚款预测等各个子任务之间存在一定的拓扑

依赖性，因此将该依赖关系转化为图结构，构建包含

拓扑关系的多任务学习框架进行司法判决多任务共

同预测，从而提高法律判决的可信性和可解释

性［４］；Ｙａｎｇ 等人基于 ＬＪＰ 子任务之间的关系，提出

可以基于注意力机制的多角度双向神经网络，通过

前向预测和后向验证，显著提高了各子任务的预测

准确率［５］；Ｃｈｅｎ 等人基于案件罪名进行刑期预测，
提出针对罪名的特征筛选机制的深度神经网络模

型，该模型可针对多罪名案件进行刑期预测，提高了

基于各个罪名的刑期预测以及总刑期预测的准确

率［６］。 在司法判决预测（ＬＪＰ）中，还有其它各类子

问题，如证据推理问题中，Ｖｌｅｋ 等人认为所有案件

的判决必须经过一系列的证据推理，为案件准确判

决提供坚实基础，同时结合叙述性和辩论性方法，通
过贝叶斯网络生成不同证据的概率值，从而还原真

实的案件信息［７］；Ｗａｌｋｅｒ 等人提供了一个用于建模

复杂法律推理的可视框架，该框架基于多谓词默认

逻辑将法律法规与专家知识进行结合，在规则推论

和证据评估上发挥巨大作用［８］。 在案件分类问题

中，Ｌｕｏ 等人基于案件事实的信息构建罪名预测模

型框架，提出基于 Ａｔｔｅｎｔｉｏｎ 机制的深度神经网络对

案件事实部分和法律法规部分进行向量表示，并将

法律法规信息融入案件事实，从而实现罪名预

测［９］；Ｗａｎｇ 等人根据法律文本以及案件描述的文

本特点，将罪名预测问题划分为分层多标签分类问

题，将父子标签进行匹配，从而优化案件罪名预测问

题［１０］。
近年来，随着人工智能的发展，“ＡＩ＋ＮＬＰ”问题

取得了一系列的突出成果，其中一些基础神经网络

模型得到业界广泛认可，如 Ｗｏｒｄ２Ｖｅｃ、卷积神经网

络以及循环神经网络等。 在此基础之上，业界学者

对其进行深入研究，并产生了许多具有跨时代意义

的研 究 成 果。 ＥＬＭｏ （ Ｅｍｂｅｄｄｉｎｇｓ ｆｒｏｍ Ｌａｎｇｕａｇｅ
Ｍｏｄｅｌｓ）模型开辟了多义词向量的大门，该模型不同

于以往单词与向量之间的一一映射的固定模式，而
是考虑到语法和语义的复杂性，结合上下文产生适

合当前语言环境的词向量［１１］；ＢＥＲＴ 的提出是 ＮＬＰ
领域内重要的里程碑，在 １１ 个 ＮＬＰ 任务中取得卓

越表现，训练出的 Ｗｏｒｄ－Ｌｅｖｅｌ 向量变成 Ｓｅｎｔｅｎｃｅ－
Ｌｅｖｅｌ 的向量，下游具体 ＮＬＰ 任务调用更方便［１２］；
Ｙａｎｇ 针 对 文 本 结 构 提 出 层 次 注 意 力 机 制

（Ｈｉｅｒａｒｃｈｉｃａｌ Ａｔｔｅｎｔｉｏｎ Ｎｅｔｗｏｒｋｓ，ＨＡＮ），该注意力机

制可以将模型结构拆分为 ２ 部分，分别为句子级别

的 Ａｔｔｅｎｔｉｏｎ 结构和单次级别的 Ａｔｔｅｎｔｉｏｎ 结构，在文

本分类任务上准确率有大幅度提升［１３］；Ｇｏｏｇｌｅ 团队

与 ２０１７ 年提出自注意力机制（Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ）在业

界引起极大轰动，解决了 ＲＮＮ 系列注意力机制中存

在的参数多，速度慢等问题，在各个任务上均取得优

秀表现［１４］。

２　 模　 型

基于多通道自注意力机制的刑事案件辅助量刑

技术模型的基本结构如图 １ 所示。 该模型将被告人

基本信息、案件事实描述与法律条文进行融合，构建

刑事案件的辅助量刑模型。 本文将该模型的输入输

出形式化的表示如式（１）（２）所示。
Ｉｎｐｕｔ ＝ Ｓｐ，Ｓａ，Ｓｆ[ ] ， （１）

Ｏｕｔｐｕｔ ＝ Ｒ ｔ[ ] ． （２）
　 　 其中， Ｓｐ 为被告人基本信息，包括被告人犯罪

历史、精神状况等信息； Ｓａ 为法律条文知识库，中国

法律条文甚多，其中涉及到量刑的法条主要为《中
华人民共和国刑法》，本文主要研究的是刑事案件

中的故意伤害罪，但由于案情中所出现的情况较多，
可能会涉及到除《中华人民共和国刑法》第二百三

十四条以外的其它条文，如针对自首情节的第六十

七条法文、针对未成年人犯故意伤害罪量刑规定的

第十七条条文等； Ｓｆ 为案件事实描述，该部分含有

被告人进行犯罪的原因、实施过程、犯罪性质、犯罪

７７第 ６ 期 蔡怡蕾， 等： 基于多通道自注意力机制的刑事案件量刑技术



后果、对社会危害程度以及犯罪后悔过态度等信息，
该部分是量刑的主要信息部分； Ｒ ｔ 为刑期的判决结

果，由于本文采用回归的方法对刑期进行预测，因
此， Ｒ ｔ 为向量空间的一个非负实数。
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法律条文
知识库

案件事实
描述

SVM
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d_p d_a d_a d_f

d_w

MLP

刑期

d_a

文档聚合器

图 １　 基于多通道自注意力机制的刑事案件辅助量刑技术模型基本

结构图

Ｆｉｇ． １ 　 Ｔｈｅ ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｏｆ ｃｒｉｍｉｎａｌ ｃａｓｅ ａｕｘｉｌｉａｒｙ ｓｅｎｔｅｎｃｉｎｇ
ｔｅｃｈｎｏｌｏｇｙ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ － ｃｈａｎｎｅｌ ｓｅｌｆ － ａｔｔｅｎｔｉｏｎ
ｍｅｃｈａｎｉｓｍ

　 　 利用上述模型进行刑期预测的步骤如下：
（１）输入数据在经过分词后进行向量化表示，

构成词向量矩阵；
（２）以被告人基本信息和案件事实描述为输

入，将其输入至法条提取器中，对法律条文知识库中

的法律条文数据进行提取，找出和当前案件可能有

关系的前若干条法律条文，并将其作为法律条文部

分的输入，本文中该法条提取器为 ＳＶＭ 分类器；
（３）将各部分输入数据输入到 Ｅｍｂｅｄｄｉｎｇ 层，

对词向量进行进一步的调节，为后续工作提供良好

基础；
（４）将各部分的输入通过编码器进行文档编

码，鉴于注意力机制在自然语言处理中表现出来的

优异能力，此部分采用多头自注意力机制进行文档

编码处理，被告人基本信息、案件事实描述和法律条

文的向量表示分别表示为 ｄｐ、ｄｆ 和ｄａ；
（５）将法律条文的文档表示 ｄａ 输入到文档聚合

器中，将被告人基本信息 ｄｐ 和案件事实描述 ｄｆ 联合

起来形成 ２ 部分的上下文向量表示，并以此作为文

档聚合器注意力机制的 Ｑｕｅｒｙ 部分进行编码计算形

成向量表示 ｄｗ；
（６）最后，将文档聚合器所生成向量 ｄｗ 输入至

多层感知机（ＭＬＰ）中进行刑期预测回归计算。
２．１　 法条提取器算法

法条提取器是根据被告人基本信息和案件事实

描述，在法律条文知识库中选取其可能依据的前若

干条法律条文，法条提取过程如图 ２ 所示。

结束

输出

文本分类

特征提取

分词

输入

开始

图 ２　 法条提取过程图

Ｆｉｇ． ２　 Ｔｈｅ ｐｒｏｃｅｓｓ ｏｆ ｌａｗ ｅｘｔｒａｃｔｉｏｎ

　 　 本文采用 ＴＦ－ＩＤＦ 进行文本特征处理，得到文

本中每个词的特征值。 在使用 ＳＶＭ 进行文本多分

类时，采用 ＯＶＯ 的方法，将多标签分类问题转化为

多个二分类问题。 在 ＯＶＯ 方法中，若要对文本进行

ｎ 分类，在其中包含 ｎ（ｎ － １） ／ ２ 个分类器。 本文中

法律条文知识库为《中华人民共和国刑法》集合，其
中包括有 ４５２ 条法律法规。
２．２　 文档编码器算法

本文采用多头自注意力机制进行文档编码，其原

因在于：
（１）自注意力机制比 ＣＮＮ 和 ＲＮＮ 神经网络参数

少，计算复杂度低；
（２）自注意力机制不同于基于 ＲＮＮ 的注意力机

制，其可实现并行计算，速度较快；
（３）自注意力机制进行计算时采用词与词之间

直接进行相似度计算的方法，使每两个单词之间的距

离均为 １，解决了 ＲＮＮ 网络中过长序列导致的长期以

来关系削弱的问题；
（４）多头注意力机制在自注意力机制的基础上

进行扩展，从以往的一个关注点增至多个关注点，每
个头学习到不同表示空间的特征，侧重点各有不同，
从而更加全面学习文本信息。
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图 ３　 自注意力机制基本模型结构

Ｆｉｇ． ３　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 自注意力机制基本结构如图 ３ 所示。 文本中的

每个单词都要和其它所有词进行相似度计算，以学

习到句子内部关系。 在计算相似度时，为防止点积

计算结果过大，选取缩放点积的方法对其进行调节，

即在点积计算后除以尺度标度
　 ｄｋ ，其中 ｄｋ 为词

向量维度；之后对相似度值归一化为概率分布

α＇１，α＇２，…，α＇ｉ[ ] ， 其中 ∑ α＇ｉ ＝ １， 并且 α＇ｉ ∈

０，１[ ] ； 将权重向量再乘以 Ｖａｌｕｅ 后再将各向量进

行相加，得到最终的 Ａｔｔｅｎｔｉｏｎ 值。 其公式如式（３）
所示。

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ Ｓｕｍ（Ｓｏｆｔｍａｘ（Ｑ·ＫＴ

　 ｄｋ

）·Ｖ．

（３）
其中， Ｑ为Ｑｕｅｒｙ； Ｋ为 Ｋｅｙ； Ｖ为 Ｖａｌｕｅ。 Ｑ，Ｋ，

Ｖ ３ 个矩阵均是文本词向量矩阵进行线性变化得到

的，其公式（４）、公式（５） 和公式（６） 如下，其中Ｑ＇ ＝
Ｋ＇ ＝ Ｖ＇。

Ｑ ＝ Ｑ＇ ＷＱ， （４）
Ｋ ＝ Ｋ＇ ＷＫ， （５）
Ｖ ＝ Ｖ＇ ＷＶ ． （６）

　 　 多头自注意力机制的基本模型结构如图 ４ 所

示，其本质是构造多个不同自注意力机制，在对不同

的注意力机制计算得到结果后，将结果进行拼接，通
过线性层的转化得到最终的注意力值，计算公式如

式（７）所示。
ｍｕｌｔｉＨｅａｄ ＝ Ｗ∗·ｃｏｎｃａｔ ｈｅａｄ１，ｈｅａｄ２，…，ｈｅａｄｉ( ) ＋ ｂ∗．

（７）
其中， ｈｅａｄｉ 表示多头自注意力机制的第 ｉ 个头

的注意力结果； Ｗ∗ 是权重矩阵； ｂ∗ 为偏置。 为使

每个头都有各自的侧重点，每个自注意力机制的输

入需不同， ｈｅａｄｉ 计算公式（８）所示。
ｈｅａｄｉ ＝ Ａｔｔｅｎｔｉｏｎ（ＱＷｉ，Ｋ Ｗｉ，ＶＷｉ） ． （８）

　 　 其中， Ｗｉ 为第 ｉ 个头计算所需的权重矩阵，不
同的头进行线性变换所使用的权重矩阵不同，从而

使注意力更为广泛。

Multi-Head
Attention

Linear

Concat

Self-Attention

Linear_value
1 Linear_key1 Linear_query

1

value key query

图 ４　 多头注意力机制基本模型结构

Ｆｉｇ． ４　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ｍｕｌｔｉ－ｈｅａｄ Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

２．３　 文档聚合器算法

文档聚合器中使用的方法在自注意力机制的基

础上进行改进，在式（３）Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 中计算 Ｑｕｅｒｙ
时所使用并非法条信息，而是使用被告人基本信息

和案件事实描述的上下文向量，由式（９）经线性变

化得到。 Ｑｕｅｒｙ 的计算方法如式（１０）所示。
ｄ ＝ ［ｄｐ，ｄｆ］， （９）

Ｑ ＝ Ｗ∗ｄ ＋ ｂ∗ ． （１０）
　 　 其中， ｄｐ 为被告人基本信息向量表示， ｄｆ 为案

件事实描述向量表示。

３　 实　 验

３．１　 实验数据

文本中实验数据均爬取自中国裁判文书网

（ｈｔｔｐ： ／ ／ ｗｅｎｓｈｕ．ｃｏｕｒｔ． ｇｏｖ． ｃｎ ／ ），本文主要爬取关于

故意伤害罪有关裁判文书一审判决书，其中北京市

１１ ００３ 条，湖北省 １０ ９５６ 条，河南省 １２ ９５５ 条，山东

省１１ ６９２条。 裁判文书格式较为固定，如图 ５ 所示，
方便对裁判文书中被告人基本信息、案件事实描述

以及案件判决中罪名、所涉及《中华人民共和国刑

法》法条以及刑期进行信息提取。
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图 ５　 判决文书示例

Ｆｉｇ． ５　 Ｔｈｅ ｅｘａｍｐｌｅ ｏｆ ｊｕｄｇｍｅｎｔ ｄｏｃｕｍｅｎｔ

３．２　 实验结果与分析

３．２．１　 部分参数调节

（１）法条提取器参数调节：使用 ＳＶＭ 进行刑期

提取的实验评判结果见表 １，其中刑期预测误差采

用平均绝对误差（ＭＡＥ）进行衡量。 由实验结果可

知，随着法条提取条数的增加，法条的召回率逐渐增

加，即分类器对正确标签识别率增加。 考虑到召回

率增加到一定程度会使刑期预测的误差增大，且模

型的训练时间增加，本文中选取 ７ 为法条提取数量；
表 １　 法条提取数量对比实验结果

Ｔａｂ． １ 　 Ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔ ｏｎ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｌａｗ ｓｔｒｉｐｓ
ｅｘｔｒａｃｔｅｄ

法条提取数量 法条预测召回率 ／ ％ 刑期预测 ＭＡＥ

５ ７２．１０ ５．２５

７ ９１．４２ ４．５６

１０ ９４．５９ ４．８７

１５ ９７．９８ ５．０３

　 　 （２）文档编码器参数调节： 实验结果见表 ２，其
中刑期预测误差采用平均绝对误差（ＭＡＥ）进行衡

量。 由此可见，其实验与理论相一致，刑期预测的误

差随着头数量的增多而有一定程度的增加，但到达

一定程度后会呈现下降趋势，且头的数量与每一轮

的训练时间成正比。
表 ２　 多头注意力机制中头的数量对比实验

Ｔａｂ． ２　 Ｔｈｅ ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔ ｏｎ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｈｅａｄｓ ｉｎ ｔｈｅ
ｍｕｌｔｉ－ｈｅａｄ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

头的数量 刑期预测误差

１ ４．５６

２ ４．３４

３ ４．４９

３．２．２　 刑期预测

本文中使用的实验基线模型有以下几个：
（１） ＬＳＴＭ－Ｌｉｎｅａｒ：ＬＳＴＭ－Ｌｉｎｅａｒ 模型以 ＬＳＴＭ

网络对文本进行向量化表示，最后通过全连接层对

刑期进行预测；
（２）ＢｉＬＳＴＭ－Ｌｉｎｅａｒ：考虑到文本中某一词语不仅

与前文有关，后续文本同样对其有所影响，因此采用

Ｂｉ－ＬＳＴＭ 模型对文本进行向量化表示，更好的学习到

全文特征，之后再采用全连接层对刑期进行预测；
（３）Ｆａｃｔ＿Ｌａｗ＿Ｉｎｆｏ＿ＮＮ：Ｆａｃｔ＿Ｌａｗ＿Ｉｎｆｏ＿ＮＮ 模型

即基于多通道自注意力机制的刑事案件量刑模型；
（４）Ｆａｃｔ＿Ｌａｗ＿ＮＮ：为了验证本文中加入被告人

基本信息的有效性，Ｆａｃｔ＿Ｌａｗ＿ＮＮ 模型在 Ｆａｃｔ＿Ｌａｗ＿
Ｉｎｆｏ＿ＮＮ 模型的基础上减少被告人基本信息通道，
其余结构与参数不变，进行刑期预测。

本文中所采用的评价指标有以下几种，其中 ｙ

为预测值， ｙ^ 为真实值：
（１）平均绝对误差 （ＭＡＥ），式（１１）。

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ ０
ｙｉ － ｙ^ｉ ． （１１）

　 　 （２）对称平均绝对百分比误差 （ＳＭＡＰＥ），式

（１２）。

　 ＳＭＡＰＥ ＝ １
ｎ∑

ｎ

ｉ ＝ ０

ｙｉ － ｙ^ｉ

ｙｉ ＋ ｙ^ｉ( ) ／ ２
× １００％． （１２）

（３）精准匹配率（Ｅｘａｃｔ Ｍａｔｃｈ，ＥＭ），预测值和真

实值相等的数量占总数量的百分比， ∑（ｙ ＝ ＝ ｙ^）

为真实值与预测值相等的数量，式（１３）。

ＥＭ ＝
∑（ｙ ＝＝ ｙ^）

ｎ
× １００％． （１３）

　 　 （４） ＡＣＣ＿ｐ％： 预测值与真实值误差在 ｐ％ 以

内的比值，式（１４）。 其中， ∑（（ｙ ≥ ｙ^ １ － ｐ％( ) ）

∧ （ｙ ≤ ｙ^ １ ＋ ｐ％( ) ）） 为预测值 ｙ ∈ ［ ｙ^ １ － ｐ％( ) ，

ｙ^ １ ＋ ｐ％( ) ］ 的数量，本文中选取 ｐ ＝ １０、ｐ ＝ ２０以及

ｐ ＝ ３０ 这 ３ 个值。

ＡＣＣ＿ｐ％ ＝
∑（（ｙ ≥ ｙ^（１ － ｐ％）） ∧ （ｙ ≤ ｙ^（１ ＋ ｐ％）））

ｎ
×

１００％ （１４）
实验结果见表 ３。 从实验结果可见， ＭＡＥ 在

Ｆａｃｔ＿Ｌａｗ＿Ｉｎｆｏ＿ＮＮ 模型上的结果最好，在 ＡＣＣ＿１０％
指标上提升了近 ５％，Ｆａｃｔ＿Ｌａｗ＿Ｉｎｆｏ＿ＮＮ 的精准匹配

率同样在各个模型中脱颖而出。 综合来看，Ｆａｃｔ＿
Ｌａｗ＿Ｉｎｆｏ＿ＮＮ 模型在刑期预测任务上具有最好的表
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现效果。
表 ３　 实验结果

Ｔａｂ． ３　 Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ

评价

指标

模型

ＬＳＴＭ－Ｌｉｎｅａｒ ＢｉＬＳＴＭ－Ｌｉｎｅａｒ Ｆａｃｔ＿Ｌａｗ＿Ｉｎｆｏ＿ＮＮ Ｆａｃｔ＿Ｌａｗ＿ＮＮ

ＭＡＥ ４．９２ ４．７８ ４．３４ ４．８５

ＳＭＡＰＥ ３６．６７％ ３３．４１％ ３１．２９％ ３６．０５％

ＥＭ ５．４３％ ５．４８％ １０．２４％ ８．４２％

ＡＣＣ＿１０％ １６．５０％ １９．３９％ ２２．９１％ ２０．３１％

ＡＣＣ＿２０％ ３６．３９％ ３９．９１％ ４５．８９％ ４１．０６％

ＡＣＣ＿３０％ ５５．７６％ ６１．５２％ ６２．８５％ ５６．７５％

　 　 为了考察不同阶段刑期预测的情况，现将刑期

分为以下几段：（１）０ ～ ６ 个月；（２）６ ～ １２ 个月；（３）
１２～３６ 个月；（４）３６ ～ １２０ 个月；（５）１２０ 个月以上。
在 Ｆａｃｔ＿Ｌａｗ＿Ｉｎｆｏ＿ＮＮ 模型上对其进行各个阶段准

确率的实验。 其计算方式如式（１５）所示。

ａｃｃｕｒａｃｙ ＝ Ｃｏｕｎｔ（ｙ ∈ ［ａ，ｂ））

Ｃｏｕｎｔ（ ｙ^ ∈ ［ａ，ｂ））
× １００％ ． （１５）

　 　 其中， ｙ 为预测值； ｙ^为真实值； Ｃｏｕｎｔ（ｙ∈［ａ，
ｂ）） 为 ｙ 取值在区间 ［ａ，ｂ） 的个数。 实验结果如图

６ 所示。
　 　 由实验结果可见，刑期在［６，１２）和［３６，１２０）区
间的准确率较高，其主要原因如下：

（１）刑期较低的案件其案件较为简单，所犯罪

行较轻，此时认罪态度、被害人谅解程度对其影响较

大，且法官存在自由裁量权。 除此之外，部分人为因

素也会导致对于相似案件的判决差别较大；
（２）刑期较高的案件，往往较为复杂，对于案件

的判决影响因素较多，因此相较于中间阶段的刑期

准确率较低。
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图 ６　 刑期分段准确率

Ｆｉｇ． ６　 Ａｃｃｕｒａｃｙ ｒａｔｅ ｏｆ ｓｅｎｔｅｎｃｅ

　 　 考虑到不同地方法院对案件的判决具有细微差

别的量刑方法，因此，将不同省份的数据分别单独提

取并采用 Ｆａｃｔ＿Ｌａｗ＿Ｉｎｆｏ＿ＮＮ 模型进行训练，实验结

果见表 ４。 由实验结果可见，各个省份的准确率均

不同，但大多低于全数据集的准确率，其原因主要有

以下两点：
（１）不同的省份在刑事案件量刑中均依据《中

华人民共和国刑法》，但是不同地方根据当地实际

情况对其在法定范围内进行调整。 同时，法官具有

一定的自由裁量权，因此导致不同地方对相似案件

的量刑有所不同；
（２）各个省份的训练数据集较少，当训练迭代

一定轮次后，出现过拟合现象，且此现象的出现较训

练全数据集更早，因此其准确率不如全数据集的准

确率高。
表 ４　 各省份实验结果

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｒｏｖｉｎｃｅｓ

评价指标
省份

北京市 河南省 湖北省 山东省

ＭＡＥ ８．８２ ５．３５ ４．２８ ５．５０

ＳＭＡＰＥ ４６．６３％ ３７．１２％ ３３．７６％ ３８．４２％

ＥＭ ９．５０％ １３．６５％ １３．８２％ ７．９４％

ＡＣＣ＿１０％ １７．２５％ １９．４７％ ２３．１０％ １８．４８％

ＡＣＣ＿２０％ ３２．２０ ％ ３５．７３％ ４２．２０％ ３４．９４％

ＡＣＣ＿３０％ ４９．０６％ ５０．４０％ ６１．６２％ ５３．５６％

４　 结束语

本文围绕刑事案件的辅助量刑进行研究，提出

基于多通道自注意力机制的刑事案件辅助量刑模

型，通过对被告人基本信息、案件事实描述以及法律

法规的深层次学习，将其结合表示，从而对刑期进行

预测。 在实验验证中，本文所提出模型在 ＭＡＥ、
ＳＭＡＰＥ、ＥＭ 以及 ＡＣＣ＿１０％ 等测量指标上均具有优

越性。 在 ＭＡＥ 指标上，基于多通道自注意力机制的

刑事案件辅助判决模型达到最优，其将误差降低至

４．３４，在 ＡＣＣ＿１０％ 等指标上，该模型相较于其他模

型有所提升。 在此基础上，将刑期进行分段，评估不

同阶段刑期预测的准确率。 同时，本文将各个省份

的数据分别进行训练，以验证不同省份数据对于该

模型的灵敏度影响。
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